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Einleitung 1

1 Einleitung

Die vorliegende Arbeit ist die Zusammenfassung der Projektgruppe Wind
Park Maintenance Assistent (WiPMA), welche an das Projekt WiSa Big Da-
ta der Abteilung Very Large Business Applications (VLBA) angegliedert ist.
Die VLBA ist eine Abteilung des Fachbereiches Informatik der Carl von Os-
sietzky Universitat. Das Ziel der Projektgruppe ist die Verbesserung der Pla-
nung von Wartungseinsitzen an (Offshore) Windenergieanlage.

Um dieses Ziel zu erreichen, werden Machine Learning-Algorithmen auf
hochaufgeloste Daten von Windenergieanlages (WEAs) angewendet, die
von Industriepartnern des Projekts WiSa Big Data zur Verfiigung gestellt
werden. Die Erkenntnisse werden aufbereitet und in einem Dashboard dar-
gestellt. Die Analysen konzentrieren sich auf die Anwendung von Machine
Learning (ML), um Auffélligkeiten zu finden und Fehler friihzeitig zu er-
kennen. Das Dashboard dient als Hilfe zur effizienten Planung von War-
tungseinsitzen, da diese gezielt durchgefiihrt werden miissen.

1.1 Motivation

Bei dieser Projektarbeit wird der Fokus auf den Einsatz von Machine Lear-
ning in der Untersuchung der Daten auf Muster, welche eine Wartung von
Windenergieanlage prognostizieren konnen, gelegt. Dies soll eine verbes-
serte und vorausschauende Planung von Wartungseinsitzen ermoglichen.
Im Detail soll dadurch der Einsatz von Personal und Material effizienter
gestaltet werden.

Das Themengebiet des Machine Learning bietet fiir die Projektgruppe
die Moglichkeit der Auseinandersetzung mit einem Gebiet, welches fort-
wahrend weiterentwickelt wird und neue Erkenntnisse liefert. Dies kann
an der Menge an wissenschaftlichen Publikationen zu dem Thema Kiinst-
liche Intelligenz, die jedes Jahr veroffentlicht werden, abgeleitet werden
[KRM ™20, S.13]. Somit ist die Auseinandersetzung mit dem Thema kiinst-
liche Intelligenz bzw. ML eine Motivation fiir die Gruppenmitglieder.

Die Motivation der Projektgruppe ergibt sich aus dem Problem, welches
dem Projekt zugrunde liegt. Die Problemstellung wird in dem Abschnitt 1.2
dargestellt.
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1.2 Problemstellung

Das Problem, mit dem sich die Projektgruppe auseinandersetzt, liegt in der
Wartbarkeit von Offshore Windenergieanlage. Diese konnen nur an 80% al-
ler Tage in einem Jahr erreicht und somit auch gewartet werden. Von die-
sen 80% lassen 75% der Tage nur eine Anreise mit dem Hubschrauber zu,
wahrend die restlichen 25% der Tage auch eine Anreise mit einem Schiff
zulassen. [Kl1i21]

Dies bedeutet, dass groflere Wartungen oder auch der Austausch von
Komponenten einer solchen Offshore WEA nur an einem Fiinftel aller Tage
im Jahr zulédssig sind. Daher miissen Wartungseinsitze moglichst effizient
geplant werden, da die Zeitraume fiir solche Einsétze begrenzt sind. Zusitz-
lich werden Schiffe oder Hubschrauber fiir die Wartung bendtigt. Somit
sind die Einsitze mit hohen Kosten verbunden, da diese ebenfalls unter-
halten oder gemietet werden miissen.

Aullerdem entsteht bei einem Ausfall einer WEA ein Verlust, da eine still-
stehende Anlage keine Energie produziert, welche vertrieben werden kann.
Daher sollten die Anlagen so kontinuierlich wie moglich betrieben werden.
Um dies zu gewadhrleisten miissen Komponenten rechtzeitig ausgetauscht
und gewartet werden.

Aus den beiden aufgefiihrten Umstédnden ergibt sich das Problem der Pla-
nungseffizienz von Wartungseinsitzen. Dies ist auch das Problem, mit dem
sich die Projektgruppe beschiftigt.

1.3 Vision

Sowohl die Projektziele als auch die daraus folgenden Anforderungen er-
geben sich aus dem durch die Vision gezeichneten Zukunfstbild. Die Vi-
sion ist der Wegweiser und dient als Orientierung fiir alle Aktivitdten der
Projektgruppe (PG). Das Visions-Statement lautet:

Die Vision der Projektgruppe ist es passgenaue Wartungsarbei-
ten fiir Offshore-Windenergieanlage zu ermoglichen. Um den
Paradigmenwechsel von Preventive zu Predictive Maintenance
zu erreichen ist die Vorhersage von Bauteilausfillen notwendig.
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1.4 Projektziel

Das Ziel der Projektgruppe WiPMA ist die Erstellung eines Wartungsassis-
tenten fiir Offshore-Windenergieanlagen. Der Wartungsassistent soll iiber
ein Dashboard fiir die Anwender zugreifbar sein. Auf dem Dashboard sind
Rohdaten und Ergebnisse verschiedener Analysemodelle zu sehen. Das Sys-
tem soll skalierbar aufgebaut sein. Der Hauptfokus der Projektgruppe liegt
auf der Erstellung der Analysemodelle. Die Modelle dienen dazu, die An-
wender friihzeitig auf Zustandsverdnderungen hinzuweisen bzw. diese zu
prognostizieren.

2 Architektur

Im Zuge der Anforderungen an die Architektur wurden die Architekturvor-
schldage untersucht und abgewogen. Dabei ist jeweils zwischen der Auswahl
eines Webanwendungs-Stacks und der Auswahl der Datenstromverarbei-
tung zu unterscheiden.

Ein grober Architekturentwurf ist in Abbildung Abbildung 1 zu sehen.
Die technischen Details zu den jeweiligen Komponenten, werden in Ab-
schnitt 3 und 4 erldutert.

2.1 Auswahl des Webanwendung-Stacks

Bei der Architektur der Webanwendung wurde sich fiir einen Hybrid aus
Monolith- und Micro-Services entschieden. Die einzelnen Anwendungsfal-
le des Projektes werden iiber Micro-Services umgesetzt, wihrend die Da-
tenhaltung iiber eine zentrale Datenbank betrieben wird.

Grund fiir die Umsetzung von Micro-Services ist die generische Ausge-
staltung und die Erweiterbarkeit der Anwendung. Sollten also weitere An-
wendungsfille oder verfeinerte ML-Modelle hinzukommen, kénnen die-
se liber weitere Micro-Services ergdnzt werden, ohne anderweitige Anpas-
sungen in der Anwendung vornehmen zu miissen.

Jeder aus den Anforderungen hervorgehender Anwendungsfall ist ein
unabhingiges Modul. Jedoch greifen alle Module auf den gleichen Daten-
bestand zu. Durch die zentrale Datenbank kénnen keine Inkonsistenzen
zwischen den einzelnen Micro-Services auftreten. Inkonsistenzen werden

durch Relationen innerhalb der Datenbank verhindert. Dartiber hinaus ist
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Abbildung 1: Vereinfachte Architektur

durch ein zentrales Datenbanksystem die Integration weiterer Analyse- oder
Dashboardsysteme moglich.

2.2 Auswahl der Datenstrom-Architektur

Bei der Datenstromverarbeitung wurde sich ebenfalls fiir einen Hybrid aus
Kappa und Lambda Architektur entschieden. Grund dafiir sind die Anfor-
derungen, welche eine unterschiedliche zeitliche Auflésungen des Daten-
stroms und verschiedene Aggregierungen von vergangenden Datenitzen
voraussetzen.

Das Konzept des zentralen Datenstroms aus der Kappa Architektur spie-
gelt sich in dem zentralen Eingangsdatenstrom der Sensordaten wieder.
Dieser vereinigt alle Sensordaten in sekiindlicher Auflosung iiber alle zu
betrachtenden WEAs. In Abhingigkeit vom Anwendungsfall zweigen sich
von diesem Datenstrom unterschiedlich aufgeloste Datenstrome ab, wel-
ches der Batch-Verarbeitung der Lambda Architektur dhnelt.

Dain jedem Anwendungsfall eine unterschiedliche Beschaffung der Ein-
gangsdaten aus dem Datenstrom definiert ist, ist eine reine Umsetzung von
Lambda oder Kappa nicht zu erwagen. Zum Einen ist die lambda-orientierte
Aufteilung und Abstimmung von Echtzeit-Verarbeitung und Batch-Verarbeitung
nicht notwendig, auf der anderen Seite ist durch die Abzweigung der Daten-
strome eine Verarbeitung in einem zentralen Datenstrom nicht sinnvoll.
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Der konzipierte Datenstrom resultiert im WiPMA-System demnach in
viele unterschiedliche Ergebnisse, welche in der zentralen Datenbank aus
Unterabschnitt 2.1 gebilindelt und gesammelt werden.

3 Frontend

Das Frontend ist fiir die Visualisierungen der ML-Ergebnisse zustindig. Es
ermoglicht einen benutzerfreundliches Zugriff auf die Daten und Prozes-
se des jeweils zugrunde liegenden Backends in einer vereinfachten und
abstrahierten Darstellung. Die Anwendung der Projektgruppe WiPMA hat
zum Ziel die Planung von Wartungsarbeiten an WEAs zu verbessern. Dazu
werden zwei Rollen, welche in dem Tatigkeitsfeld vorkommen mit unter-
schiedlichen Sichten auf die Daten ausgestattet. Diese sind die Rolle des
Planers und des Supporters.

3.1 Unterscheidung der Rollen

Das Dashboard bzw. die Startseite des Frontends vereinigt alle Komponen-
ten wie die Fehlerfritherkennung, Anomalieerkennung und Zustandsiiber-
wachung auf einen Blick. Um auf das Dashboard zu gelangen, muss vorher
eine Authentifizierung erfolgen. Die drei Rollen Supporter, Planner und
Administrator haben jeweils eine andere Sicht auf das Dashboard. Der Ad-
ministrator vereinigt dazu die beiden Sichten des Planers und Supporters.
Beim Planer liegt der Fokus auf der Fehlerfritherkennung und beim Sup-
porter auf der Anomalieerkennung. Die Abbildung 2 gibt ein Beispiel der
Sicht des Administrator auf das Dashboardes wieder.

3.2 Darstellung der Anomalieerkennung

Zusitzlich werden im Dashboard fiir die Anomaliedarstellung im oberen
Panel links (Abbildung 2) die Anlagen mit den haufigsten Anomalien ange-
zeigt. Dazu werden Informationen iiber die Anomalieanzahl, die betroffe-
ne Anlage und den Healthscore gegeben.

Weitere Diagramme, die zur Anzeige der Anomalien verwendet werden,
befinden sich auf der Seite Anomalieerkennung. Hier ist das erste Diagramm

mit dem Namen Sensoribersicht zu finden. Die Sensoriibersicht wird in
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Abbildung 2: Admin-Sicht der Dashboardseite im Frontend

Form einer Heatmap dargestellt und gibt den téglichen Verlauf aller Fea-
tures und dessen Haufungen und Einstufungen der Anomalien wieder.

Darunter wird der zeitliche Verlauf des Healthscore angezeigt. Diese Da-
ten geben Aufschluss liber den Zustand einer Anlage in den letzten 30 Ta-
gen. Beispielsweise kann eine steigende Kurve auf eine intakte Anlage hin-
weisen. In der Abbildung 3 werden diesen beiden Diagramme nochmal ver-
anschaulicht. Der Healthscore der Anlage 2 fallt dort taglich ab und kann
darauf hindeuten, dass hier eine Wartung erfolgen sollte.

Das nachste Diagramm stellt dar, wie sich die Werte eines bestimmten
Merkmals im Laufe der Zeit verandern (Abbildung 4). Um beim Diagramm
mehrere Einstellungen vorzunehmen, muss dem Diagramm eine Reihe von
Filtern (System-, Anlagen- und Featurefilter) hinzugefiigt werden, um die
angezeigten Daten zu verdndern. Nach Auswahl aller Filter, wird die Grafik
initialisiert und zeigt die Werte des Features im Zeitverlauf an. RegelmafRi-
ge Dateneintrége sind schwarz gefarbt, Anomalien werden rot dargestellt.

Die letzte Komponente auf der Seite der Anomalieerkennung ist eine Ta-
belle (Abbildung 5). Dort konnen Information iiber alle Features und Sys-
teme eingeholt werden. Es kann iliber den Zeitraum, die Anlage oder das
System gefiltert werden. In der Tabelle wird dann iiber das gewihlte Sys-
tem die dazugehorigen Features nach Datum gelistet. Eine Einfarbung des
Datensatzes in roter Farbe bedeutet, dass eine Anomalie in diesen Daten-
satz vorhanden ist.
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Abbildung 3: Darstellung der Sensoriibersicht und des Healthscores im
Frontend

3.3 Darstellung der Fehlerfriiherkennung

Auf der Seite der Fehlerfritherkennung sind zwei Diagramme zu finden
(Abbildung 6). Das erste Diagramm gibt einen mintitlichen zeitlichen Ver-
lauf von drei Transformatoren und eine dazugehorige Vorhersage wieder.
Die Transformatorenwerte sind fiir die Unterscheidung des jeweiligen Typs
farblich gekennzeichnet.

In Verbindung dazu existiert ein weiteres Diagramm, in dem eine Wet-
tervorhersage und die Wirkleistung im zeitlichen Verlauf dargestellt wird.
Hier kann jeweils das Wetter oder die Wirkleistung als Feature ausgewahlt
und nach der dazugehorigen Anlage gefiltert werden.

3.4 Darstellung der Zustandsiiberwachung

Beide Rollen haben Zugriff auf die Ergebnisse der Zustandsiiberwachung.
Die Zustdnde werden oben rechts im Panel ausgegeben (Abbildung 2). Die
Darstellung der Zustandsiliberwachung erfolgt tiber ein Ampelsystem. Die-
ser Ansatz bietet eine visuelle Darstellung des Zustands jeder WEA im ge-
genwartigen Moment.
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Anomalien im Verlauf

Anomalieverlauf der letzten

Energy System Temperatur Generator

Temperatur Generator

025 190
025 100
owsmm
oazs 210 |
s zm
owszm
owsmm
oxzB01m
oxece0
a0
o8040
6050 |
o0 m
ows0rm

owsmm

owzBom

o328 100

s 110 |

026 20

Abbildung 4: Darstellung der Verldufe an Anomalien im Frontend
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Abbildung 5: Darstellung der Anomalien als Tabelle im Frontend

4 Backend

Kernaufgabe des Backends ist die Datenstromverarbeitung, Mapping und
Ausfiihrung der ML-Modelle, sowie Persistierung und Application Programming
Interface (API) Verwaltung fiir das Frontend.

4.1 Datenstromverarbeitung

Im Rahmen dieses Kapitels muss eine Verarbeitung eines Datenstroms statt-
finden. Dazu muss in Echtzeit eine Ausfiihrung und Persistierung der ML-
Modelle mithilfe der Sensor-Daten des Datenstroms durchgefiihrt werden.
Die Umsetzung dieses Konzepts erfolgt durch die Verkettung mehrerer Kafka-
Topics mithilfe von sogenannten ML- und Persistence-Services. Beide Ser-
vices sind Programme, die iiber eine Kafka-API auf bestimmte Kafka-Topics
horen und dariiber eingehende Daten in Echtzeit verarbeiten.
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Abbildung 6: Darstellung der Fehlerfritherkennungsseite im Frontend

Fiir jeden Anwendungsfall des Projektes ergibt sich eine unterschiedli-
che Verkettung und Verschaltung von Kafka-Topics, Persistence-Services
und ML-Services.

4.2 Machine Learning-Services

Jeder ML-Service ist an einen bestimmen ML-Anwendungsfall gebunden.
Dabei ist jeder ML-Service fiir die Kodierung der Eingangsdaten des Daten-
stroms in ein fiir den korrespondierenden Modell-Server giiltiges Schema
zustandig.

4.3 Persistence-Services

Der Persistence-Service ist zustdndig fiir alle Ergebnisse, welche im Rah-
men der ML-Services auf ein bestimmtes Topic schreiben. Der Persistence-
Service agiert mit allen Topics, die eine Ausgabe fiir ein ML-Modell dar-
stellen. Demnach stellt es das Ende einer Topic-Verkettung dar, da keine

weiteren Topics verwendet werden.

4.4 Modell-Serving

Das sogenannte Modell-Serving ist ein zentrales aus der Architektur her-
vorgehendes Konzept fiir die Echtzeit-Ausfiihrung von ML-Modellen. Die
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Grundidee des Modell-Servingsist es, die Modelle iiber eine Representational
State Transfer (REST)-API bereitzustellen, sodass pro Hypertext Transfer
Protokoll (HTTP)-Anfrage die Modelle ausgefiihrt werden konnen. Im Pro-
jektkontext werden zwei verschiedene Frameworks fiir Modell-Serving ver-
wendet: Tensorflow-Serving und Fast-API.

Tensorflow-Serving

Tensorflow-Serving ist eine fiir Produktionsumgebungen ausgerichtetes Frame-
work fiir die Bereitstellung von Keras-Modellen [Ten21]. Die technische Um-
setzung des Tensorflow-Serving geschieht liber ein von Tensorflow bereit-
gestelltes parametrisierbares Docker-Image, mit welchem sich Images mit
beliebigen Keras-Modellen bauen lassen. Ein gestarteter Container gibt da-

bei einen HTTP-Endpunkt frei, an welchem die predict-Schnittstelle des
Modells angesprochen werden kann.

Eigene Implementierung mittels Fast-API

Um die technologische Barriere zwischen den Trainings und der Bereit-
stellung von Modellen aufzulosen, wurde sich fiir die Implementierung
des Modell-Servers mithilfe des Web-Frameworks Fast-API entschieden.
Grundvoraussetzung fiir das verwendete Web-Framework ist die Unterstiit-
zung von Python. Das ermdglicht maximale Flexibilitat bei der produktiven
Bereitstellung der Anwendung, da keine direkten Abhéngigkeiten zu den
verwendeten Bibliotheken oder dem Modell-Format (z.B. . joblib, .pb) exis-
tieren. Demnach konnen trainierte Modelle aus dem Jupyter-Notebook in
eine daflir kompatible Python-Umgebung geladen werden. Die Integrati-
on in die Produktivumgebung erfolgt nach dem Schema des Tensorflow-
Servings. Dazu wird das Modell innerhalb eines Docker-Containers hoch-
geladen, dessen predict-Schnittstelle liber eine REST-API fiir die Modell-

ausfiihrung zur Verfiigung gestellt wird.

5 Machine Learning

Das folgende Kapitel behandelt die Machine Learning Verfahren, die bei
der Erreichung des Projektziels angewendet wurden. Dabei ist das Gebiet
des Machine Learning in drei Teilbereich aufgeteilt worden. Diese sind die
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Anomalieerkennung, die Fehlerfriiherkennung und die Zustandsiiberwa-
chung. Jeder dieser Teilbereiche verwendet verschiedene Methoden und
Algorithmen, um die Anforderungen umzusetzen.

5.1 Anomalieerkennung

Anomalieerkennung hat zum Ziel UnregelméaRigkeiten und Ausreiller in
groflen Datenmengen zu finden. Es gibt eine Vielzahl an moglichen Algo-
rithmen, die auf verschiedenen mathematischen Methoden basieren. Die
Herausforderung im WiPMA Projekt ist, dass eine Unterteilung in norma-
le und nicht-normale Daten im Vorfeld nur eingeschrankt moglich ist. Das
bedeutet, dass die Ergebnisse der Modelle nicht oder nur grob iiberpriift
werden konnen und supervised Lernalgorithmen somit ungeeignet sind.
Daher werden Algorithmen verwendet, die kein Labeling der Daten vor-
aussetzen, dasss wiederum eine Bewertung der Ergebnisse durch den An-
wender und dessen Verstdndnis tiber die WEA notwendig macht.

5.1.1 Unsupervised Ansiitze

Es werden fiir die drei Subsysteme Energie, Pitch und Umrichter jeweils
zwei Algorithmen zur Erkennung von Punktanomalien bzw. Unregelma-
RBigkeiten in Zeitreihen verwendet. Diese sind ein Isolation Forest und ei-
ne One-Class Support Vector Machine. Als Framework wird PyOD einge-
setzt [ZNL19]. Insgesamt entstehen so sechs individuell trainierte Modelle,
die an das Backend gegeben und dort auf neue Daten angewendet werden.
Es handelt sich hierbei um Methoden zur multivariaten Anomalieerken-
nung in Zeitreihen.

Die als CSV-Datei bereitgestellten Daten werden als Pandas Dataframe
eingelesen und die entsprechenden Features nach Subsystem ausgewéahlt.
Die sekiindlichen Rohdaten werden pro Datenzeile (pro Zeitstempel) nach
der L? Norm normalisiert und exklusiv des Zeitstempels in das Modell ge-
geben.

Fiir den Isolation Forest und die One-Class Support Vector Machine (OCSVM)
wird das Backend von Scikit-Learn von PyOD verwendet [LL18]. Es gibt ei-
nige Modellparameter, die fiir das Training angepasst werden konnen. Die
standardméf3igen Belegungen kénnen der Dokumentation von [ZNL19] ent-
nommen werden. Es wurde die Annahme getroffen, dass ca. 5% der Daten
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Anomalien enthalten (auch, wenn keine Fehlercodes vorliegen). Dies wird
den Modellen mit contamination=0.05 mitgegeben.

Fiir die Anzeige im WiPMA Dashboard wird pro Subsystem der Schnitt
der erkannten Anomalien beider Modelle bestimmt und nur diese Punkte
als Anomalie markiert.

Die schlussendliche Interpretation der erkannten Anomalien fallt dem
Anwender des Dashboards zu. Die Ergebnisse der Modelle lassen sich in
diesem Fall nicht analytisch evaluieren, da nicht bekannt ist, ob und wo
in den Daten (abgesehen von den Fehlercodes) Anomalien auftreten. Mit
diesen Modellen lassen sich Hinweise auf Unregelméaligkeiten erkennen.
In Abhéngigkeit von der contamination wird der entsprechende Anteil auf-
falliger Datenpunkte aufgezeigt und kann vom Anwender niher betrachtet
werden.

5.1.2 Normal behavior model

Das Ziel mit diesem Ansatz ist die Klassifizierung eines Tages in die Kate-
gorien normal, leicht oder stark anomal. Zu diesem Zweck werden Model-
le bendtigt, die Werte eines Attributes mit hoher Genauigkeit vorhersagen
konnen [LBF20]. Dieser Ansatz ist die Basis fiir einen Teil der Anomalieer-
kennung und soll dem Planer bei einer vorausschauenden Planung helfen.

Im Normal Behavior Model (NBM)-Ansatz werden Regressionsmodelle
zur Vorhersage bestimmter Attribute, im Folgenden auch Target-Channel
genannt, trainiert. Somit sollen die Modelle fiir jeden Target-Channel aus
ausgewihlten Eingangs-Features den entsprechenden und als normal an-
genommenen Wert des Target-Channels vorhersagen. Diese Vorhersagen
konnen dann mit den eigentlichen Wert des Target-Channels verglichen
werden.

Da die Annahme getroffen wurde, dass die Modelle das normale Verhal-
ten abbilden, kann von einem fehlerhaften bzw. anomalen Verhalten ge-
sprochen werden, wenn die beiden Werte stark voneinander abweichen
[LBF20, S.1-2]. Die eigentliche Methodik ist in Abbildung 7 abgebildet.

Fiir die Evaluation des NBM Ansatzes wurden die Daten der Anlage Al
verwendet. Die Trainingsdaten umfassen die Daten aus dem Jahr 2020 und
die Testdaten die Daten aus dem Jahr 2021. Die Trainingsdaten wurden wie
in [LBF20, S. 3-4] beschrieben aufbereitet. Die Testdaten wurden in zehn-
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Normal Behavior Model (NBM)

Timestamp [t
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Abbildung 7: Methodik von NBM [LBF20, S. 2]

Minuten-Intervallen gemittelt, normalisiert und verschoben. Details zu den
einzelnen Schritten kann [LBF20, S. 3-4] entnommen werden.

Temperatur Kugellager - Durchschnittlicher Prediction Error pro Tag
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Abbildung 8: Prediction Error Tagesdurchschnitt fiir das Zielattribut Tem-
peratur Kugellager, eingefarbt nach der Anomalieschwere

Abbildung 8 zeigt den durchschnittlichen Prediction Error pro Tag fiir
das Zielattribut Temperatur Kugellager. Dort ist zu erkennen, dass es zwolf
Tage gibt, die mit einer Anomalischwere von eins eingestuft wurden. Dies
weist auf eine leichte Anomalie hin. Der durchschnittliche Predictions Er-

ror dieser Tage ist deutlich erhoht.

Temperatur Kugellager - Test Daten und Predictions
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Abbildung 9: Testdaten und Predictions fiir das Zielattribut Temperatur Ku-
gellager
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Zusammenfassend kann also gesagt werden, dass der Ansatz Anomalien

und vor allem ein von Anomalien betroffenes Attribut erfassen kann.

5.2 Fehlerfritherkennung

Vorhersage Uberhitzung des Transformators

Bei der explorativen Datenanalyse der einzelnen Fehlercodes ist bei dem
Fehler, welcher fiir eine Uberhitzung des Transformators steht, ein Muster
kurz vor dem Auftreten dieses Fehlers aufgefallen.

Um eine bevorstehende Uberhitzung des Transformators zu erkennen,
werden zunichst fiir die Anomalieerkennung die Algorithmen Isolation
Forest, OCSVM und Autoencoder verwendet. Die Modelle erkennen den
Punkt, an dem die Temperaturen beginnen voneinander abzuweichen.

Lauft die Anlage ab diesem Punkt unter Volllast weiter, tritt eine Uberhit-
zung sowie eine Abschaltung auf. Um dies friihzeitig zu erkennen, wird ein
Vorhersagemodell fiir die Last der Anlage und somit die Temperaturen des
Transformators entwickelt. Dieses Modell nutzt eine Windvorhersage iiber
eine externe Wetter-API, da die Wirkleistung direkt vom Wind abhingt. Als
Algorithmus wird ein Random Forest verwendet.

Fiir die Anomalieerkennung werden die Daten der drei Temperatur-Features
pro Phase nach der L? Norm normalisiert. Ansonsten werden die sekiind-
lichen Daten unverdndert als Zeitreihe in die Modelle gegeben. Die Ergeb-
nisse sind in Abbildung 10 gezeigt.

Im Backend des Systems wird die Vorhersage der Wirkleistung dann aus-
gefiihrt, wenn alle drei Modelle fiir mindestens eine Minute jeden Daten-
punkt als Anomalie klassifizieren.

Fiir die Vorhersage der Uberhitzung ldsst sich der zeitliche Abstand der
Last auf die Temperaturen des Transformators berechnet und ergibt —42
Minuten. Da die Temperaturwerte eine 42 miniitige Verzogerung besitzen,
wird fiir das Modell nicht nur die aktuelle Windgeschwindigkeit als Einga-
be genutzt, sondern auch der vorherige Verlauf der letzten Minuten. Der
Random Forest Regressor mit hochsten R2-Score von 0,69 nutzt die vergan-
genen 55 Minuten als Eingabe.

In Abbildung 11a ist der historische Verlauf der Temperaturen inklusi-
ve der Uberhitzung und der Abschaltung um 9:51 Uhr, 11:08 Uhr und um
13:16 Uhr zu sehen. Die Prognose der Temperaturen, basierend auf den
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(a) Ergebnis des Autoencoders. (b) Ergebnis des Isolation Forests.

OCSVM Train

— Templ
Temp2
Temp3

—— Anomalie

Errorcode
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Abbildung 10: Ergebnisse der Anomalieerkennung auf den Temperaturda-
ten des Transformators.
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Abbildung 11: Historische und vorhergesagte Temperaturen des Transfor-
mators mit einem Random Forest Regressor
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historischen Windgeschwindigkeiten, ist in Abbildung 11b dargestellt. Der
R2-Score fiir diesen Zeitraum ist 0,71. Die prognostizierten Temperaturen
geben bis zur ersten Abschaltung die realen Temperaturen annidhernd gut
wieder.

Mit der Kombination aus Anomalieerkennung und Vorhersage ist es mog-
lich, eine Uberhitzung des Transformators bereits einige Stunden vor Auf-
treten zu erkennen. Dadurch kann auf dem Dashboard eine Warnung an-
gezeigt werden und der Anwender kann iiber eventuelle friihzeitige Gegen-
mafnahmen entscheiden.

5.3 Zustandsiiberwachung

Die grundlegende Aufgabenstellung der Zustandsiiberwachung ist eine Klas-
sifizierung des aktuellen Zustands. Fiir eine Klassifizierung sind fest defi-
nierte Klassen erforderlich, weshalb Klassifizierzungsalgorithmen in den
Bereich des supervised Machine Learning einzuordnen sind. Die Projekt-
gruppe hat sich bei der Klassifizierung fiir einen Entscheidugsbaum ent-
schieden. Entscheidungsbiaume sind gerichtete Biume, in den mithilfe von
Entscheidungsregeln die Klassifikation eines Datenobjektes stattfindet. Die
zu Beginn geplante Nutzung eines Random- Forest-Decision-Tree Algorith-
mus war aufgrund fehlender Labels in den Daten jedoch nicht mdglich.
Daraus hat sich ergeben, eigene Klassen erstellen zu miissen. Mit Cluste-
ring Methoden sind Muster in den Daten ermittelt worden, um daraus Klas-
sen abzuleiten. Clustering Methoden sind unsupervised und konnen des-
halb auf nicht gelabelten Daten verwendet werden. Die Ergebnisse waren
die Grundlage, um Normalzustande in unterschiedlichen Bedingungen zu
definieren. Diese wurden als Labels fiir einen Entscheidungsbaum verwen-
det.

Im Entscheidungsbaum wurde mithilfe einer Performance- und einer
Temperaturiiberwachung die Klassifizierung des aktuellen Zustands vor-
genommen. Bei der Performanceiiberwachung werden die Performance
Feature darauf gepriift, ob sie im Erwartungsbereich liegen. Die Grenz-
werte sind die pro Cluster beobachteten Maximal bzw. Minimalwert der
Feature. Bei der Temperaturiiberwachung werden die Temperatursenso-
ren einzelner Bauteile betrachtet. Die Uberhitzung eines Bauteils ist meist
ortlich begrenzt, worauthin die Korrelationen zwischen den Temperatur-
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sensoren sinken. Unterschreiten die Korrelationen einen Grenzwert wird
die Anlage als auffillig klassifiziert. Sind sowohl in der Performance- als
auch Temperaturiiberwachung keine Auffilligkeiten aufgetreten wird der

Normalzustand fiir die Anlage ausgeben.

6 Fazit

Im Verlauf den Projektes haben die Gruppenmitglieder ein System entwi-
ckelt, welches automatisiert Daten mittels eines Datenstroms einspeist und
diese dann durch trainierte Machine Learning-Modelle analysiert. Diese
Modelle sind im Wesentlichen auf die Erkennung von Anomalien trainiert.
Die Erkennung wird fiir die Ermittlung von Fehlern in eingehenden Daten
verwendet. Diese werden im Prototypen als simulierter Datenstrom verar-
beitet. Das Modell ist konzipiert echte eingehende Daten, in Form eines
Datenstroms, zu verarbeiten. Die Modelle werden auch bei der Erkennung
von Anomalien in prognostizierten Daten verwendet. Des Weiteren werden
Zustande von Windenergieanlage erkannt und dargestellt. Dazu wird eine
Zustandsiiberwachung verwendet, welche auf einem Entscheidungsbaum
aufbaut. Mittels dieses Baumes werden verschiedene Zustdnde unterschie-
den.

Die gewonnen Erkenntnisse werden, ebenfalls ohne manuelle Steuerung,
direkt auf einem Dashboard in einer verstandlichen Weise dargestellt. Das
System ist in andere Systeme integrierbar, da durch die zur Verfiigung ge-
stellten Schnittstellen auf Daten, Machine Learning-Ergebnisse oder auf-
bereitete Erkenntnisse zugegriffen werden kann. Aullerdem ist es moglich
das System zu erweitern. Die FastAPI Technologie ermoglicht eine Erwei-
terung und einen Austausch der bereits im Systems implementierten Mo-
delle.

Das System, welches die PG entwickelt hat, kann das Ziel, dass im Ab-
schnitt 1.4 definiert ist, erfiillen. Allerdings ist das System aktuell noch im
Zustand eines Prototypen, der nicht unter realen Bedingungen getestet wur-
de. Dies sollte vor einem Einsatz unbedingt erfolgen.

Die Anforderungen wurden fast alle erfiillt. Zu den Ausnahmen gehoren
ausschliefllich Anforderungen, die als optionale Anforderungen definiert
wurden. Die Anforderung, welche nicht erfiillt wurde, ist die Implementie-
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rung einer GeoMap. Daher kann das Projekt als erfolgreich abgeschlossen
angesehen werden.

Fiir das Projekt sind der PG Daten zur Verfiigung gestellt worden. Die-
se wurden als Datengrundlage der Machine Learning-Modelle verwendet.
Aus den Daten konnten Erkenntnisse mittels der Modelle gewonnen wer-
den.

Auch sind aus den Daten verschiedene Anwendungsfille und unterschied-
liche Attribute identifiziert worden. Die Ausarbeitung der Attribute ist da-
bei erfolgt, ohne dass es eine detaillierte Erklarung des Datenkontextes ge-
geben hitte. Somit hat das Verstehen der Daten einen grof3e Rolle im Pro-
jekt eingenommen. Der Aufwand fiir das Data Understanding im Projekt
hétte durch eine detaillierte Beschreibung der Daten verringert werden
konnen.
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